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基于问答语义匹配的知识社区新问题专家推荐方法

杜军威，邹树林，李浩杰，江 峰，于 旭，胡 强
（青岛科技大学信息科学技术学院，山东青岛266061）

摘　要：　传统的知识社区专家推荐方法采用文本相似度匹配机理，并基于问题或专家描述来构建专家特征 . 这

些方法没有利用问题与答案的语义匹配关系，因此难以充分挖掘专家回答问题的能力特征，影响推荐性能 . 提出一种

基于综合历史和当前问答语义匹配的知识社区新问题的专家推荐方法（History-Now Semantics Expert RECommenda⁃
tion model，HNS-EREC）. 首先，采用反馈评价和负采样技术来处理数据集中的两类不平衡现象；其次，基于问答语义来

提取专家回答问题能力特征；最后，提出一种基于问答语义匹配的History-Now联合专家推荐模型，该模型能够实现面

向专家的历史问答和当前问答的语义联合学习 . 实验结果表明，相对于其他方法，本文所提出的HNS-EREC方法在新

问题专家推荐方面具有显著的优势 .
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Question Answering Semantic Matching-Based Expert Recommendation 
Method for New Questions in Knowledge Community
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Abstract：　The traditional knowledge community expert recommendation methods adopt the mechanism of text similarity 
matching, and construct expert features based on questions or expert descriptions. These methods do not take advantage of the 
semantic matching relationship between questions and answers, hence it is difficult to fully exploit the features of experts' abilities 
to answer questions, which will affect the recommendation performance. In this paper, we propose a question answering semantic 
matching-based expert recommendation method, called History-Now Semantics Expert RECommendation model (HNS-EREC), 
for new questions in knowledge community. First, the feedback evaluation and negative sampling techniques are used to handle 
two types of imbalances in data sets; second, the features of experts' abilities to answer questions are extracted based on question 
answering semantics; finally, a history-now joint expert recommendation model based on question answering semantic matching 
is proposed, which can realize the semantic joint learning of expert-oriented historical question answering and current question 
answering. Experimental results show that compared with other methods, the HNS-EREC method has obvious advantages in 
the expert recommendation for new questions.
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1　引言

知 识 社 区 问 答（Community Question Answering，
CQA）服务通过知识社区用户之间的提问和回答来实
现知识的分享［1］，随着社区专业的细化，CQA服务已经

成为各类专业知识社区用户获取知识的主流形式 . 以

专注于计算机编程的在线知识社区 Stack Overflow 为

例，该网站拥有大量的编程爱好者，每月访问量达到了

一亿以上，平均 13.6 s就会产生一个新问题，累计回答
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超过 506 亿次 . 然而，统计发现，许多问题提出之后很

长一段时间内没有专家对该问题进行解答，Stack Over⁃
flow 社区中仍有 30% 的问题尚未得到答案，Yahoo！ 
Answers 平均回答时间超过 48 小时，社区问答的“an⁃
swer hungry”现象突出［1］. 虽然有大量文献研究基于历

史问答知识的智能答案推荐服务［2~4］，但针对专业性较

强的新兴技术相关问题，往往难以从历史回答中检索

出最佳答案，仍需要专家提供更高质量的专业问答服

务［5］. Wang X 等人［5］发现知识社区中问题和潜在的专

家之间缺乏有效匹配机制是造成这种现象的主要原

因 . 因此，研究知识社区问题的个性化专家推荐是提升

用户体验、增强专业知识社区生命力和保持专业人才

与平台之间粘性的重要保障 .
专家推荐旨在挖掘能回答给定问题的潜在专家，

核心在于如何构建专家能力特征、问题知识特征及如

何设计二者之间的匹配算法［6~8］. 其中，专家能力特征

的准确构建是知识社区专家推荐的关键 . 专家推荐常

见有三类方法，其一，基于知识社区用户之间交互行为

和问答关系构建问答网络，根据问答网络结构度量用

户节点的权威性，将新问题推荐给权威高的专家用

户［6，9］. 这类方法关注于提问者和回答者所构建的交互

关系，但是忽视了用户能力和回答问题所需知识的匹

配 . 其二，基于协同过滤方法［10］（Collaborative Filtering，
CF）给问题推荐专家，常用矩阵分解［11］（Matrix Factor⁃
ization， MF）技术 . 这类方法［12~14］能够基于问答反馈信

息，构建问题和回答者的隐式特征信息，能够表示出用

户解决相似问题的能力，但是协同过滤仅仅利用到问

答交互的反馈评价信息，没有挖掘问题本身的知识信

息 . 此外，协同过滤也难以处理冷启动、数据不平衡和

反馈评价稀疏等问题 .
其三，更多的文献采用问题文本或回答人描述进

行专家推荐 . 一部分工作是基于用户描述资料和问题

的文本特征进行专家推荐［5，15］. 另一部分工作则通过专

家回答的历史问题构建专家的能力特征，通过新问题

与专家回答历史问题的文本相似度匹配方法进行专家

推荐［7，8］. 在基于文本信息构建专家和问题的特征方

面，常用语言模型［16］、主题模型［17，18］、深度模型［19］等技

术 . 近些年，预训练语言模型能够从海量语料中更准确

地表达文本信息［20］，基于预训练模型通过文本信息表

征专家和问题的特征，能够从文本语义层面提升匹配

的准确性，从而提升专家推荐的性能 . 然而，大多数模

型只是通过专家回答的历史问题文本或专家描述文本

构建专家能力特征，通过文本相似性原理与新问题进

行匹配，推荐最相似的专家 . 但问题和回答之间其文本

相似性并不能表达问答之间的匹配关系，没有利用问

题和答案之间的问答语义匹配信息，因此这些方法并

不能基于问答文本充分挖掘专家回答问题的能力特

征 . 问答语义关注问题和答案之间的内容匹配关系，而

不是关注文本相似度关系，在问答关系匹配中，有时问

题文本相近的答案却差别较大［17，21］. 因此，本文提出一

种基于问答语义匹配的专家推荐模型，基于历史问答

语义匹配的学习构建专家对问题的回答能力，提升对

新问题专家推荐的性能 .
知识社区专家推荐模型通常利用问题文本和专

家资料分别构建问题和专家特征，然后计算两者的相

似度作为问题和专家的匹配关系 . 然而，基于问答语

义的专家推荐需要面临如下挑战：（1）如何更准确构

建专家回答问题的能力特征？基于问题文本构建专

家的能力特征仅能反馈专家回答过什么问题，推荐时

仅考虑问题层面的文本匹配，不能充分利用专家对问

题的解答信息和反馈信息，难以准确提取专家回答问

题的能力特征 . 基于问题文本指导利用答案信息构建

专家的能力特征，将通过专家历史问答质量充分挖掘

专家对新问题的回答能力，从而实现专家问题回答的

能力特征构建 .（2）基于问答语义的专家推荐如何处

理好不平衡数据带来各种挑战？面对实际的 CQA 问

答数据信息，有两类突出的不平衡现象 . 其一是专家

回答问题数量分布的不平衡；其二是问题的答案数量

和质量不平衡，两类不平衡现象基本呈现“长尾分布”

现象［22］，如果不能有效处理这两类不平衡现象，将直

接影响专家能力特征的构建 .（3）基于问答语义的专

家能力学习，如何处理好历史问答包含答案信息而新

问题没有答案信息的训练输入数据与预测输入数据

之间的不一致性问题？在通过历史问答挖掘专家对

新问题回答能力的模型设计中，如何能够利用当前问

答指导基于历史问答的专家能力学习，是模型设计的

关键 .
针对这些挑战，本文基于程序知识社区 Stack Over⁃

flow，借鉴知识蒸馏的思想［23，24］，设计一个基于问答语

义匹配的联合学习模型，挖掘专家对问题的回答能力

特征，并有效解决两类不平衡现象 . 我们的主要贡献体

现在以下几个方面：（1）采用区间答案反馈评价和采样

技术将不平衡二分类学习转化为平衡区间量化的多分

类学习，有效缓解知识社区常见两类不平衡现象对专

家推荐性能的影响；（2）设计一种“History-Now”联合学

习模型，能够在训练过程中利用当前问答语义（Now模

型）指导历史问答语义（History模型）的专家能力学习，

预测时仅使用History模型进行新问题专家推荐 .（3）基

于 Stack Overflow 采集并构建问答数据集，设计了多组

实验，验证了基于问答语义的专家推荐相对于传统方

法，性能上有显著提升 .
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2　相关工作

专家推荐是促进知识社区健康发展的关键技术，

常用的方法包括基于网络信息、协同过滤和文本信息

等进行专家建模，进而完成问答社区的专家推荐任务 .
2. 1　基于网络信息的方法

利用社区网络结构关系对专家特征进行构建是一

种常见的专家特征构建方法 . 基于网络的方法从图

G(V E)的角度阐述了专家推荐问题，其中，V表示一组

候选实体数据，E表示候选实体数据之间相互作用产生

的边的集合 . 根据知识社区的专家推荐问题，节点可以

代表各种类型的候选专家 . 另一方面，边代表候选专家

之间的不同类型的关系，如 CQA 中的问题和回答者关

系，社交网络中的关注与被关注关系等 .
基于链接分析的方法通常同时考虑社会网络和其

他特征 . PageRank［25］是识别专家的常用方法之一 .
Wang等人［6］提出一种改进的PageRank算法ExpertRank
来评估专家用户的权威性，然后将基于文本的相关性

和用户权威相结合完成专家推荐 . Fu 等人［9］提出了一

个专业知识传播算法，在候选专家中根据他们在是某

领域专家的概率进行排名 . Sun等人［26］提出了一种解决

非对称传递性保持的有向图嵌入方法，并基于因子分

解将该方法用于知识社区的专家推荐任务以评估用户

的专业知识，并将新发布的问题发送给具有合适专业

知识和对 CQA 感兴趣的用户 . Liu 等人［27］提出了一种

根据回答者之间的共答关系构建一个社会行为网络，

并基于此结合用户数据发现知识社区中的专家 . Lamia
等人［28］利用用户之间的社交关系来建模用户的权威

度 . Negin 等人［29］利用社区中用户的关系生成用户嵌

入，在相似问题的回答中基于用户嵌入查找相似用户

进行推荐 .
基于网络信息的方法进行专家权威评分排序，并

发现在社交网络中有影响力的候选专家用户 . 这类策

略的主要缺点是没有考虑每个候选专家用户的专业知

识和声誉 . 简单地说，他们在寻找专家时把注意力放在

候选专家之间的关系上，没有考虑候选专家的知识水

平，专家的个性化特征没有充分运用 .
2. 2　基于协同过滤的方法

协同过滤是经典的推荐算法，一些研究者将其用

在知识社区的专家推荐中，主要通过识别相似问题的

用户问答效果实现面向问题的专家推荐 . 矩阵分解是

常见的协同过滤技术，Singh等人［12］采用矩阵分解得到

的用户和问题的隐向量表示，基于相似问题的专家问

答效果进行专家推荐；He等人［13］提出基于协同过滤的

深度算法 NeuMF，该方法通过加权线性的方式将交互

独立和交互充分的专家与问题表示进行结合，提高两

表示间的交互能力，并带来推荐性能的提高 .

但是协同过滤方法基于问答交互的反馈评价信

息，没有利用专家历史知识，且难以处理问答的稀疏和

冷启动等问题 . 不少学者针对此做了很多研究，贾俊杰

等人［30］和Duan等人［31］通过度量用户信任关系，与评分

数据结合进行评分预测，克服了协同过滤算法存在的

数据稀疏和冷启动问题，但这些改进难以挖掘社区的

问答知识信息以辅助专家推荐 . 很多学者尝试挖掘问

答社区中的知识和交互信息，如 Trnecka等人［14］计算专

家背景知识的权重融入布尔矩阵分解，Huang等人［32］尝
试通过矩阵分解结合专家历史知识生成专家表示，与

给定问题进行相似度度量，选取历史知识与问题高相

似的用户作为专家用户 . 闫昭等人［33］利用图卷积从历

史交互信息建模两者关联关系，挖掘并融合用户的全

局和局部偏好 . 但这类改进没有考虑问题和历史回答

上存在的文本特征差异，不能发掘问题和回答之间的

语义匹配关系 .
2. 3　基于文本信息的方法

在知识社区的专家推荐任务上，常使用文本挖掘

或信息检索技术，利用问答或描述信息构建专家特征 .
目前主流的方法包括利用专家描述信息、利用专家历

史信息等 . Mogavi 等人［34］提出的 HRCR 模型利用用户

回答的问题声望、日期、得分、是否存在答案和是否有

被接受答案等信息去预测应该给用户推荐哪些问题 .
CQA EYP［8］算法利用 BTM 模型（Biterm Topic Model， 
BTM）整合专家的专业知识和活动水平，对专家特征进

行描述 . Liu等人［35］提出了一种方法，在寻找专家时考

虑利用用户主题相关性、用户声誉和类别的权威性建

模转接特征 . 用户的主题相关性来自历史回答的内容，

声誉来自用户在某类问题获得最佳答案的历史表现，

用户的权威性则结合了基于链接分析的技术 . He 等

人［36］通过用户的历史回答表示用户知识，结合长期和

短期兴趣对用户特征进行建模，并用于专家推荐任务 .
Fu［7］基于LDA思想提出了用户亲密度模型UIM利用专

家历史回答建模其对问题的亲密程度 . Zheng等人［37］通
过卷积神经网络通过文本信息提取问题和用户的特

征，并通过因子分解机［38］预测两者的匹配程度 . 大多数

基于文本的方法从自然语言处理任务的考虑寻找专家

的问题，探索基于文本表示模型的方法以构建专家的

特征表示 .
综合上述相关研究，目前完成知识社区专家推荐

任务的大部分模型，大多只考虑问题和用户历史回答

的匹配程度、候选人的声誉或者去衡量用户的权威价

值来预测用户的表现 . 但是问题和答案之间其文本特

征差异很大，并不适合简单的匹配，问题和回答之间存

在的更深层次的问答语义匹配关系并没有被充分发

掘 . 如果能够设计模型将问题和回答之间的语义匹配
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关系进行学习，发掘问题和答案之间的语义匹配逻辑，

就可以更加充分的将问题和回答文本用于知识社区的

专家推荐任务，提高模型效果 . 同时，我们考虑到社区

问答数据的分布特点，通过多类别反馈评价方法和采

样策略，增加模型适应不平衡数据的能力 .
3　基于问答语义匹配的知识社区专家推荐

方法

由于专家用户的活跃度不一，传统方法将专家作

为分类标签，这种方法存在专家回答数量分布不平衡

现象，即前面说明的第一类不平衡现象；而每个问题热

度不一，基于问答数据进行模型训练，存在问题的答案

质量和数量不平衡现象，即前述第二类不平衡现象；两

类不平衡现象影响模型的学习和预测性能 . 同时，对于

新问题进行专家推荐，需要实现基于历史数据的训练

对未来新问题的推荐预测 . 历史问答数据中包含回答

信息，但是新问题并不包含回答信息，这种训练输入数

据与预测输入数据之间的不一致性也会影响模型的专

家推荐 .
为了解决上述问题，我们提出一种 History-Now 联

合问答语义的专家推荐模型，模型结构如图 1所示，该

模型能够结合专家历史问答记录，预测新问题和专家

潜在回答的匹配程度 . Now 模型使用当前问题和回答

作为输入，学习问题和回答之间的语义匹配关系；His⁃
tory模型使用问题和专家历史回答作为输入，通过历史

回答的学习预测对当前问题的回答质量 . History 模型

的中间输出将基于 Now 模型的问答语义信息进行调

整，将学习到的问题回答之间的语义匹配关系融合到

History 模型中，这种架构可以有效解决训练输入数据

与预测输入数据之间的不一致性问题 .
由于 Now 模型使用当前问题和回答进行模型训

练，受上述两类不平衡现象影响较大 . 设计以回答反馈

评价问答语义的匹配程度，将每个区间作为问答语义

匹配的一类标签，形成多分类预测输出，不以专家、也

不以“Best Answer”和“Non Best Answer”为分类标签，可

以有效解决第一类不平衡现象；设计一种基于区间分

类的启发式自动采样策略（参见第 4章），能够实现问答

数据的区间平衡采样，有效解决第二类不平衡现象 .
通过 History-Now 联合问答语义模型，实现专家对

问题的当前回答和历史回答的联合学习，有效克服了

上述两类不平衡现象对推荐模型性能的消极影响，同

时也解决了训练数据和新问题预测的不一致问题 . 最

终在新问题的专家推荐上，我们只使用 History 模型进

行预测 . 下面将对 History-Now联合问答语义的专家推

荐模型进行详细介绍 .

文本特征提取

多层全连接

预测输出

Softmax

问答语义信息学习

Now模型

xq

文本特征提取

回答质量学习

预测输出

Loss

History模型

Dropout

  

 

  

 

Dropout

Loss
H2

Loss
H1

Loss
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HP
qn 
Hum

H
qn 
um

N
qn 
um
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qn 
um

O
qn 
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O

qn 
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h
qn 
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a
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图1　模型总体架构
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3. 1　Now模型设计

我们设计Now模型用于学习问题和回答之间的语

义匹配关系 . 首先对问题和回答文本信息进行文本特

征提取，设计问答语义学习层，学习问题和回答之间的

语义信息，然后经过预测输出层输出问题和答案的语

义匹配信息 . 该语义匹配信息被划分为四类，通过本文

4. 2节提出的采样策略得到 .
3. 1. 1　文本特征提取

文本特征提取层将问题和答案的文本信息提取为

特征表示 . 首先使用预训练语言模型 Bert［39］融合多头

注意力机制获取词的隐含表示，然后使用卷积神经网

络对文本的词表示序列进行处理，得到问题文本和答

案文本的特征表示，如式（1）、式（2）所示 .
                           Oqn

um
= ΓA(aqn

um )                                      （1）
                    Oqn

= ΓQ(qn )                                       （2）
其中，Γ代表所述基于预训练语言模型并融合多头注意

力机制的文本特征提取过程，ΓA 和 ΓQ 分别代表回答和

问题的特征提取，qn 和 aqn

um
分别代表问题 qn 的文本和用

户 um 对问题 qn 的回答文本，Oqn

um
和Oqn

代表用户 um 对问

题qn的回答文本特征表示和问题qn的文本特征表示 .
3. 1. 2　问答语义学习

问答语义学习层主要将问题表示和答案表示进行

结合，得到问答语义匹配潜在表示，该表示可以对 His⁃
tory模型进行指导，过程如式（3）、式（4）所示 .
                          X qn

um
= [Oqn

Oqn

um
]                                    （3）

                      ~X qn

um
= δ (W QA

Now X qn

um
+ bQA

Now )                        （4）
其中，[Oqn

Oqn

um
]代表问题表示 Oqn

和用户 um 的回答表示

Oqn

um
的拼接操作，W QA

Now 和 bQA
Now 分别代表全连接参数矩阵

和偏置，δ为 dropout操作，
~
X qn

um
为该层得到的文本问题和

回答的语义匹配信息 .
3. 1. 3　预测输出

预测输出层采用全连接与 softmax 输出问答对所

属各标签的可能性 . 由于激活函数 tanh()其输出范围在

−1 到 1 之间，在训练过程中，会使特征的区分度更高，

我们选择 tanh() 作为模型的激活函数 . 最终使用

softmax输出问答对预测分类的概率分布NPqn

um
. 预测输

出层如式（5）、式（6）所示 .
                   X qn

um
= σ (W QB

Now

~
X qn

um
+ bQB

Now )                         （5）
                 NPqn

um
= soft max (


X qn

um
)                                 （6）

其中，NPqn

um
为本文 4.2节通过采样得到的Now模型预测

的四分类概率分布，NPqn

um
ÎR1 ´ 4，W QB

Now 为权重矩阵，bQB
Now

为偏置，σ =  tanh().
3. 2　History模型设计

History 模型能够融入丰富的问答语义匹配信息，

利用用户回答历史来生成用户表示，最终输出专家对

问题的回答质量预测分值 . History 模型将专家特征表

示与问题文本特征作为输入进行训练，并通过 Now 模

型的问答语义信息潜在表示 N qn

um
去调整 History 模型的

回答质量潜在表示
~
H qn

um
. History 模型分为文本特征提

取、文本特征聚合以及专家用户预测 .
在 Now 模型，我们可以得到一个问题文本特征提

取器和答案文本特征提取器，它们可以对问题文本和

答案文本进行特征提取，此处采用与 Now 模型相同的

结构 . 经过文本特征融合后获得问答语义匹配潜在表

示N qn

um
. 相应的，在History模型，我们仍旧使用上文所述

的文本特征提取层对问题文本和专家历史回答进行特

征提取，在专家表示方面，我们将其表示为专家 um在回

答问题qn之前所有回答文本的总和，如式（7）所示 .
                     hqn

um
= aq1

um
+ aq2

um
+ + aqn - 1

um
                             (7)

其中，aqn-1

um
代表专家um在问题qn之前的回答，hqn

um
代表专家

um在回答问题qn前的历史回答文本，注意hqn

um
不包含专家

um对当前问题qn的回答aqn

um
. 我们通过使用卷积、池化等

操作对文本向量矩阵进行处理，如式（8）、（9）所示 .
                       Oqn

= ΓQ(qn )                                                (8)
                        Oum

= ΓH(hqn

um )                                              (9)
其中，ΓH 代表对用户历史回答文本进行特征提取，Oqn

和 Oum
分别代表经过卷积、池化处理后的问题和用户

表示 .
                     ~Y qn

um
= δ ([Oqn

Oum
] )                                       (10)

分别构造问题特征提取器和用户特征提取器，并

将问题特征和用户特征拼接等操作，如式（10）所示，获

得回答质量潜在表示
~
Y qn

um
. 然后通过训练使其拟合X qn

um
，

从而将通过Now模型学习到的问答语义匹配信息融合

到回答质量潜在表示中，并最终通过多层感知机输出

专家 um 是否为问题 qn 的专家的预测结果 HPqn

Hum

. HPqn

Hum

为本文 4.2 节通过采样得到的 History 模型二分类预测

概率分布，HPqn

Hum

ÎR1 ´ 2.
3. 3　模型损失设计和训练

Now模型的损失使用交叉熵函数进行计算，对于一

条样本，其损失如式（11）所示 .
            LossN = ∑

c1 =NA

CN

|N qn

um c1

log ( |NPqn

um c1

)                     (11)

其中，CN 为 Now 模型输出的四个类别的集合，CN =
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{NA NB NC ND }， |NPqn

um c
代表样本 Now 模型预测分类为

c 的概率值，c1 Î{NA NB NC ND }， |N qn

um c1

为符号函数，如

果样本的标签为 c1，则 |N qn

um c1

值为 1，否则为 0，LossN 为

样本的Now模型的损失 .
History 模型的损失包含两部分，其一为 History 模

型的
~
Y qn

um
与 Now 模型输出的 X qn

um
的 MAE 损失，记为

LossH1；其二为专家 u是否为当前问题潜在专家用户的

二分类交叉熵损失，记为 LossH2. 最终，History 模型的

损失如式（12）所示 .
LossH = LossH1 + LossH2= ( X qn

um
-
~
Y qn

um )                        
               + ∑

c2 = 1

CH

|H qn

um c2

log ( |
|
||||HPqn

Hum c2

)                       ( )12

其中，CH = {LA
H L

B
H}为 History 模型输出类别的集合，

CH = {HA HB}分别代表用户是否为该问题的专家用

户， |
|
||||HPqn

Hum c2

代表样本 History模型预测分类为 c2 的概率

值，c2 Î{NA NB NC ND }， |H qn

um c2

为符号函数，如果样本的

标签为 c2，则 |H qn

um c2

值为 1，否则为 0，LossH 为样本的

Now模型的损失 .
最终，Now 模型和 History 模型的损失相结合得到

History-Now 联 合 语 义 专 家 推 荐 模 型 的 总 体 损 失

LossHN，如式（13）所示 .
              LossHN = lossH + αlossN + λ Θ

2
                      (13)

其中，α和 λ为预先设置的参数，Θ代表模型的所有参

数 . 我们对 Now模型和 History模型采用联合训练的方

式，联合训练两部分模型相比于单独训练Now-Network
和 History-Network，有利于模型找到全局最优解，算法

描述如算法1所示 .
4　数据集构建及不平衡数据的处置

4. 1　知识社区数据分析

我们使用程序知识社区 Stack Overflow获取的真实

数据进行分析，采集2020年关于 Java相关的问答数据 .
问答数据包含问题标题、问题主题、回答信息、问答时

间和答案评价等信息 . 每个问题可能存在一个或多个

答案，每个答案都包括回答内容和回答人标记 . 在收到

一个或多个答案后，提问者可以标记一个最适合他们

的问题的答案作为最好的答案 .
我们对数据进行清洗、去掉未获得答案的问题或

只回答过一次问题的用户，最终得到的原始数据集其

统计信息，如表1所示 .
我们对这些问题（含有被接受答案的）和用户进行

了统计，发现用户所提供的回答数量分布和问题所得

到的回答数量均符合幂律分布，用户回答数量的分布

情况如图 2（a）所示，大多数问题的回答数量较稀疏，如

图2（b）所示 .
横坐标代表回答数量，纵坐标为用户回答的问题

数量或某问题收到的答案数量 . 可以看出，超过 85%的

用户只提供了少于 100个回答，超过 75%的问题只有一

个或两个回答 . 此即知识社区存在的两类不平衡现象：

专家回答数量分布不平衡和问题的答案质量和数量不

平衡 .
如图2（a）所示，社区中用户的回答数量和质量差别

巨大，多数用户的回答数量并不丰富，造成了训练数据中

类别标签所含样本数量的不平衡，这体现了知识社区数

据的第一类不平衡现象，即：专家回答数量分布不平衡现

象；如图2（b）所示，社区中存在大量的问题其回答数量只

有一个，即只有一个“最佳答案”而缺少非最佳答案，这体

现了知识社区数据的第二类不平衡现象，即：问题的答案

质量和数量不平衡现象 . 不平衡数据对这些传统的模型

算法1　History-Now联合语义专家推荐模型的训练

输入:D train

输出:Θ
1.  加载模型并初始化参数;
2.  FOR EACH (qn,aqn

um
,hqn

um
,NC qn

um
,HC qn

um
) IND train

3.  //基于文本生成问题、答案和用户特征

4.  Oqn

um
= ΓA(aqn

um ) Oqn
= ΓQ(qn ) Oum

= ΓH(hqn

um )
5.  //基于问答对上训练Now模型

6.  X qn

um
= [Oqn

Oqn

um
] ~X qn

um
= δ (W QA

Now X qn

um
+ bQA

Now )
7.  X qn

um
= σ (Wt

~
X qn

um
+ gt)

8.  P qn

um
= soft max (


X qn

um
)

9.  //基于问题和用户历史训练History模型

10.  ~Y qn

um
= δ (WH

~
Y qn

um
+ bH )

11.  //计算损失并更新模型参数

12.  LossN = ∑
c = 1

CN

|N qj

um c
log ( |P qj

um c
)

13.  LossH = (~X qn

um
- Y qn

um ) + ∑
c = 1

CH

|H qn

um c
log ( |HP qn

Hum c
)

14.  LossHN = lossH + αlossN + λ Θ
2

15.  最小化LossHN以更新模型参数Θ

16.  IF (模型收敛)
17.    END FOR
18.  RETURN Θ

表1　数据集统计信息

总数

人均

用户数量

510
—

问题数量

24 396
—

回答数量

33 185
65.1
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提出了极大的挑战［40］，处理不平衡的数据通常采用重采

样（resampling）的方法［41］或采用代价敏感学习［42］. 我们通

过设计一种基于区间分类的启发式自动采样策略，以弥

补实验数据的不平衡分布 .

4. 2　基于区间分类的启发式自动采样策略

本文通过负采样的方式减小问答数据不平衡造成

的影响 . 但是，知识社区的问题和回答具有专业性，以

人工的方式为数据进行标记，费时且效果差 . 因此本文

设计了一种基于区间分类的启发式自动采样策略，以

提高采样效率 .
由于第二类不平衡现象，较多问题并没有非最佳

答案，存在答案质量和数量不平衡的现象 . 这种不平衡

现象导致问题和不同答案的语义匹配关系之间的差距

难以体现，不利于模型学习和表示该关系 . 为了丰富每

个问题的样本数量且使数据集各分类样本数量均衡，

更好地学习问题和答案之间的语义匹配关系，本文采

用图 3所示的策略，按照回答反馈评价设计了四个启发

式规则，每个规则各形成一条样本 . 基于该采样策略，

可以丰富样本数量，并最终采集到问题回答类型分布

均衡的数据集 . 同时，四个启发式规则分别对应一种问

答反馈量化区间评价，该反馈评价将作为 Now 模型的

输出结果 .
样本分类情况如图 3所示，假设现有问题 qn，其最

佳答案由用户 um*作答，用户 um1贡献了非最佳答案 . 本

文使用 Bert 预训练模型生成问题表示，该表示含有问

题的语义信息，然后选取问题表示相似度最高的问题

qn'以及最低的问题qn''. 则对于Now模型，我们可以构建

四个样本的标签如下：

（1）正样本A（Positive samples A）：对于一个给定的

问题 qn，我们将 qn 与它的最佳答案 aqn

um*
配对，并将这个

问题-答案对标记为正样本A，其分类标签记作NA.
（2）正样本B（Positive samples B）：对于一个给定的

问题 qn，我们将 qn 与它的非最佳答案 aqn

um1
配对，并将这

个问题-答案对标记为正样本B，其分类标签记作NB.
（3）负样本 C（Negative samples C）：对于 qn 的最相

似问题 qn'，其非最佳答案 aqn'

um'
由用户 um' 贡献 . 与 qi 配

对，并将该问题─答案对标记为负样本 C，其分类标签

记作NC.
（4）负样本 D（Negative samples D）：对于 qn 相似度

最低的问题 qn''，其非最佳答案 aqn''

um''
由用户 um'' 贡献 . aqn''

um''

与 qn 配对，并将该问题─答案对标记为负样本D，其分

类标签记作ND.
基于此策略，每个问题可以构建至少四条用于Now

模型训练的样本，样本的问题和回答语义匹配程度依

次降低，分类记为 NA NB NC ND，类别的集合记为 CN，

CN ={NA NB NC ND }. 该策略将稀少的数值化回答反馈

评价转化为平衡区间的多分类反馈评价，由此可以保

证样本的分布平衡，避免知识社区第二类不平衡现象

对问答语义匹配关系的学习和专家推荐性能的影响 .
对于History模型，我们认定用户 um*为问题 qn的专

家用户，当 Now 模型的分类标签为 NA 时记为 HA，否则

标记为非专家用户HB.

0 50 100 150 200 250 300 350 400 450 500 550 600 650
0

50

100

150

200

250

300

350

 

 

个/
量

数
户

用

回答数量

 用户回答数量

1 2 3 4 5 6 7 8 9 10 11 12
0

5 000

10 000

15 000

20 000

 

 

问
题

数
量

/个

回答数量

 问题回答数量

(a) 用户的回答数量分布情况 　　　(b) 问题的回答数量分布情况

图2　用户和问题的回答数量分布情况
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问题和其最佳答案

Positive samples B

问题和其非最佳答案

Negative samples C

相似问题的非最佳答案

Negative samples D

不相似问题的非最佳答案
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:== tests for reference equality ...𝑞𝑛  :How do I compare strings in Java？

:The == operator checks to see...𝑞𝑛  :How do I compare strings in Java？

:Use string.equals(Object other)...𝑞𝑛  :How do I compare strings in Java？

:Use Split rather than tokenizer ...
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图3　基于区间分类的启发式自动采样策略标签设计
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4. 3　问答反馈评价数据集建立

将 Now 模型和 History 模型的输入与标签合并，即

可以获得模型的一条样本 s，如式（14）所示 .
                    s = qn a

qn

um
hqn

um
NCqn

um
HCqn

um
                          (14)

其 中 ，NCqn

um
为 Now 模 型 的 分 类 标 签 ，

NCqn

um
Î{NA NB NC ND }，HCqn

um
为 History 模型的分类标

签，HCqn

um
Î{HA HB }，aqn

um
为用户 um 对问题 qn 的回答，hqn

um

为用户 um 在回答问题 qn 前的历史回答 . 进而可以构建

模型的数据集S ={s1 s2 sd }，d为数据集长度 .
5　实验设计

为验证模型的有效性，我们设计实验验证下述四

个问题：

（1）不同文本特征提取方法对基于问答语义匹配

的History-Now模型性能影响如何？

（2）融入当前问答的 History-Now 模型预测性能是

否好于仅依赖历史问答的History模型？

（3）基于启发式自动采样的反馈评价是否能够提

升推荐性能？

（4）设计基于问答语义匹配的 History-Now 模型相

对于基线模型是否能改善专家推荐的性能？

采用文献［41］的数据集划分方法，考虑到专家的

局部时间活跃度特征，按照问题提出的时间先后对问

答对进行排序，并将数据集划分为 12折，因此每一折都

更加聚焦于专家用户近期的兴趣，如图4所示 .

在第一次训练时，我们使用前三折做训练数据，第

四折做测试数据；在第二次训练时，我们使用第二折到

第四折做训练数据，第五折做测试数据，依次类推 . 最

终，我们可以通过数据集，做九次训练和测试，以验证

模型的效果 .
5. 1　评价指标

我们基于CQA系统中问题推荐的 2个常用评价标

准 ：平 均 倒 数 秩（Mean Reciprocal Rank，MRR）［7］和
TOP@N［43］，来评估我们提出的方法的性能 .

（1）MRR是一个专家推荐领域常用的评价指标，它

可以考虑模型推荐专家用户的排名 . 计算方法如式

（15）所示 .
          MRR =

1
|| S ∑

i = 1

S 1
Rank i

                          (15)

其中，S 为预测结果，Rank i 代表在第 i个样本中实际回

答者在预测结果的排名 .
（2）TOP@N 对模型推荐出的专家用户按概率值大

小排序，并取数值最大的前N个结果RN，按照式（16）计

算TOP@N值：

TOP@N =
1
d∑

i = 1

S

assess ( )Si R
N            ( )16

assess(Si R
N )= {1  if  Si Î RN

0           else

其中，d为样本数量，Si代表第 i条数据 . 例如，数据集中

有 1 000个样本，如果有 200个样本推荐的第一位专家

用户是样本中的回答者，那么TOP@1的准确率是20%.
5. 2　模型超参数选择

本文使用一种具有自适应估计的基于随机梯度

Adam 优化器［44］进行参数的调整，所有梯度都是通过

pyTorch中的自动微分来计算的 . 为了选取使模型表现

最 好 的 参 数 ， 我 们 在 不 同 学 习 率

（lrÎ{0.010.0020.000 4}）下，观测卷积核的数量 j 和
dropout 值在不同组合下 Now 模型的损失值大小 . 图 5
展示了不同学习率下不同的学习率和 dropout值对Now
模型损失的影响 .

由图 5 可知，在 lr=0.002，θ=300，dropout=0.5 时，

Now 模型的损失最小，选择这套参数训练模型记录每

200个迭代损失变化如图6所示 .
在文本特征提取部分，Now模型所做工作为当前问

第 一 折 第 二 折 第 三 折 第 四 折

训 练 测 试

第 九 折 第 十 折 第 十 一 折 第 十 二 折

训 练 测 试

第 五 折

训 练 测 试

第 一 轮

第 二 轮

第 九 轮

数 据 集

 

图4　数据集划分
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题和回答的特征提取，而 History 模型所做的工作为当

前问题和用户的历史回答的特征提取，通过学习拟合

当前回答语义，选用与Now模型相同的超参数，按照算

法1进行联合训练 .

5. 3　实验分析

5. 3. 1　不同文本特征提取方法对推荐性能影响

在文本特征提取方面，本文需要探究不同的文本

特征提取方法对模型预测性能的影响，以选取效果最

好的方法 . 我们分别使用 word2vec 词向量模型、

word2vec 词向量模型+注意力机制、Bert 预训练模型和

Bert预训练模型+注意力机制四类方法进行文本特征提

取，探讨这四类不同文本特征提取方法对本文设计的

模型性能的影响 . 图 7（a）给出融合四类不同文本特征

提取方法的模型训练过程迭代损失情况；图 7（b）给出

给出融合四类不同文本特征提取方法的实际推荐

性能 .
可以看出，使用Bert预训练模型+注意力机制相结

合的文本特征提取方法不仅训练过程收敛速度快，而

且推荐性能更优，因此，本文文本特征提取方法选择

Bert预训练模型+注意力机制 .

5. 3. 2　融入当前问答是否有利改善模型预测性能

为回答问题 2，需要探究融入当前问答语义信息的

History-Now模型预测性能是否优于仅使用历史问答的

History 模型 . 我们使用相同的数据集划分，分别对有

100

150

200

250

300

350

400

0.30 0.35 0.40 0.45 0.50 0.55 0.60

j

θ θ θ
j j

1.033

1.048

1.063

1.078

1.092

1.107

1.122

1.137

1.152

1.167
损失

0.30 0.35 0.40 0.45 0.50 0.55 0.60
100

150

200

250

300

350

400

1.064

1.080

1.096

1.112

1.128

1.144

1.160

1.176

1.192

1.208
损失

0.30 0.35 0.40 0.45 0.50 0.55 0.60
100

150

200

250

300

350

400

0.976 0

0.989 9

1.004

1.018

1.032

1.045

1.059

1.073

1.087

1.101
损失

 

(a) 学习率 lr=0.01                                                    (b) 学习率 lr=0.002                                                  (c) 学习率 lr=0.000 4
图5　不同学习率下不同参数组合的最小损失
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图7　特征提取的不同组合对模型损失的影响
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Now模型指导的History模型以及单独的History模型进

行训练，观察是否融合问答语义信息对模型 TOP@1到

TOP@50指标的影响 .
实验结果如图 8所示，体现了考虑问答语义信息对

模型预测的影响 . 从图 8中可以看出，我们对于训练输

入数据与预测输入数据之间的不一致性问题的考虑是

有意义的， History-Now 联合模型能够更充分的利用问

答语义信息，有利于改善模型预测性能 .

5. 3. 3　基于启发式自动采样的反馈评价是否能够提

升推荐性能？

为回答问题 3，我们设计一组实验，输入的样本分

别是经过启发式自动采样策略处理后的数据和未经采

样策略的原始样本，验证基于本文设计的相同模型，基

于区间反馈评价是否优于传统基于“Best Answer”和
“Non Best Answer”两类评价的推荐性能 . 训练模型得

到TOP@1到TOP@50的结果如图9所示 .

通过对比实验结果，我们看到本文设计的基于区

间反馈评价的样本采样策略是优于传统两类评价，这

说明本文所提反馈评价是有助于提升模型的推荐

性能 .
5. 3. 4　不同方法的实验对比

为回答问题 4，对比不同模型在知识社区专家推荐

的性能 . 针对主流的网络模型、分类方法、主题模型、协

同过滤方法、混合方法和基于问题相似度匹配的深度

模型，我们各选取一个模型作为对比 .
ExpertRank［6］：是基于网络模型的算法，通过考虑

用户之间的交互关系来评估用户的权威性 .
GBDT［45］：是一个用于分类问题的机器学习算法，

它以一组弱预测模型的形式生成预测模型 . 利用GBDT
来获得一个分类器来通过是否提供了最佳答案来确定

用户是否是该问题的专家用户 .
UIM［7］：是一个类主题模型，通过构建问题和专家

之间的相关性来预测专家回答问题的概率 .
NeuMF［13］：是一个基于协同过滤的算法，利用神经

网络提高用户和问题表示间的交互能力，最终通过多

层感知机输出预测评分 .
DUM［36］：是一个混合算法，该算法利用用户历史行

为评估专业知识，利用 LSTM［46］捕捉用户兴趣的动态，

通过预测分值排序结果获得问题潜在的专家列表 .
DeepCoNN［37］：是一个基于文本信息的推荐算法，

通过双塔架构的卷积神经网络分别提取问题文本特

征，结合因子分解机模型获得用户对项目的预测评分 .
本文将 DeepCoNN 作为基于问题相似度匹配的深度模

型的基线进行实验 .
考虑到时空复杂度通常使用浮点运算数（floating 

point operations， FLOPs）和参数量这两个评价指标，我

们对比了本文模型与 DeepCoNN 在这两个指标上的差

异 . 我们使用 CPU 为酷睿 i9 10900K、显卡为 Nvidia 
RTX 3090的平台进行模型训练 . 本文模型的时空复杂

度主要体现在History模型，模型分析可得：History模型

的浮点运算数为 11.1 G，参数量为 118.16 M；DeepCoNN
使用本文相同的词表示学习，其浮点运算数为 8.72 G，

参数量为 110.13×106. 这两个模型的时空复杂度差异主

要体现在文本特征提取差异，本文是基于专家历史回

答进行文本特征提取，而DeepCoNN是基于问题相似度

进行对比，其文本特征提取量要小于本文模型 . 而相对

于其他基线模型，由于各模型机理差异较大，时空复杂

度表现是多方面的，造成不同模型很难在统一量纲下

进行时空复杂度对比 .
将上述六个模型作为基线模型，在构建的数据集

上与本文提出的模型进行预测性能比较 . 图 10展示了

本文提出的模型和基线模型在数据集下的 MRR 和

TOP@1 TOP@3 TOP@5 TOP@10 TOP@20 TOP@30 TOP@40 TOP@50

10

30

50

70

90

0

20

40

60

80

100

N
@

P
O

T
值

标
指

的
/%

TOP@N

 融合问答语义信息
 未融合问答语义信息
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TOP@N 指标的值，其中，对于 MRR 性能指标我们只在 推荐的前20个预测结果中进行计算 .

我们将上图的数据汇总为表，最终结果如表 2 所

示，粗体部分表示为当前指标下最好的结果 .
本文定义模型性能提升率=（本文的模型－当前最

好的模型）/当前最好的模型，表 2显示本文提出的模型

在多数情况下优于当前最好的模型 . MRR指标能够反

映准确位次，MRR 越大则说明推荐准确的专家排名越

靠前 . 表2能够反馈如下结论：

（1）本文提出的模型在TOP@N指标中，N值越小提

升性能越明显，说明我们的方法可以在少量的候选集

中获取较优的性能，使我们的方法在实践中更具有可

行性；

（2）虽然 TOP@20我们的模型性能不是最好的，但

前 20个预测结果的MRR值却优于所有模型，说明在相

同推荐序列集合中，我们的模型能够更早预测出正确

的结果；

（3）相较于传统的以专家作为分类标签的基线模

型 如 ExpertRank、GBDT、UIM、NeuMF 等 ，MRR 和

TOP@N 指标最高分别有 6.32% 和 5.78% 的提升，说明

我们的模型将专家作为特征输入相对于仅将专家作为

分类标签能够有效提升专家推荐的性能；

（4）通过与基于问题提取专家特征的基线模型如

DUM 和 DeepCoNN 进行对比，可以看到我们的模型相

较于这些模型最高MRR和 TOP@N分别提高了 10.19%
和 5.04%. 说明融合问答语义信息相对于问题信息能够

有效的提高专家推荐的性能 .
通过对提出的四个问题分析可得，结合细粒度反

馈评价的启发式自动采样策略，我们提出的 History-

Now联合问答语义专家推荐模型能够借助问答语义匹

配信息更有效地对专家和问题进行特征提取和表示，

从而提高了知识社区专家推荐的准确性 .

6　总结展望

针对知识社区新问题的专家推荐，本文提出了一

种融合问答语义的专家推荐方法HNS-EREC，该方法能

够实现面向专家的历史问答和当前问答的语义联合学

习，并设计了一套基于区间分类的启发式自动采样策

略，缓解实际知识社区的数据所存在的不平衡现象，并

提升专家推荐的性能 . 在程序知识社区 Stack Overflow
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图10　基线模型与本文方法的效果对比

表2　基线模型与本文方法的对比

ExpertRank
GBDT
NeuMF

UIM
DUM

DeepCoNN
本文的模型

模型性能提升率

MRR
0.173 02
0.192 78
0.192 66
0.206 76
0.193 56
0.199 50
0.219 83

6.32%

TOP@1
0.083 25
0.090 16
0.095 33
0.110 35
0.093 26
0.105 37
0.125 24

13.49%

TOP@3
0.182 64
0.203 85
0.195 94
0.212 85
0.187 63
0.213 58
0.236 12

10.55%

TOP@5
0.271 69
0.315 19
0.293 93
0.307 6
0.302 47
0.328 34
0.343 02

4.47%

TOP@10
0.431 8
0.481 19
0.455 64
0.463 59
0.483 72
0.480 73
0.498 17

2.99%

TOP@20
0.552 78
0.592 18
0.622 38
0.606 42
0.602 54
0.643 96

0.623 58
−3.16%

TOP@30
0.643 94
0.672 4
0.673 56
0.667 34
0.665 37
0.683 97
0.695 47

1.68%

TOP@40
0.782 38
0.747 52
0.775 39
0.789 81
0.804 91
0.768 61
0.826 17

2.64%

TOP@50
0.829 86
0.838 54
0.822 67
0.852 51
0.844 72
0.841 55
0.864 66

1.43%
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所获取的真实数据集上进行多角度对比实验，实验表

明本文方法具有明显的优势，特别是相对于当前主流

的推荐方法，本文的方法能够较早推荐出最佳专家，具

有较强的实用性 . 本文的算法实现已发布在 https：//
github.com/McGeeForest/HNS-EREC. 后续工作中，我们

将继续探讨在不同类型的知识社区的推荐效果 .
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